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<Abs tract>

T his paper is to ev alu ate the predict ion accuracy of neural net w ork s u sin g th e fam ou s tim e

series dat abase. T he secon d M akridakis Com pet it ion Dat a , w hich is abbreviated as M 2 and

con sist s of 29 t im e series , is u sed t o t est the forecasting ability of Mult i- Lay ered P erceptron

(MLP ) and Ca scade Correlation Net w ork (CCN ). T he prediction accuracy of neural n et w ork s is

com pared w ith th at of ARIMA m odel in t erm s of m ean ab solute percentage error (MAPE ).

MLP outperform s ARIMA in term s of fit t in g an d forecast in g accuracy , but CCN does n ot

ourperform s the forecast in g accuracy in spite of it s ex cellen ce in fitt ing accuracy . T he result s

show s th at CCN can be a prom ising tool for foreca st in g if th e learnin g alg orithm of CCN is

im prov ed.

1. 서 론

근대적 시계열분석 모형의 개발은 1927년 Yule이 태양 흑점의 연간변동을 예측하기 위하여 사용

한 자기회귀(Autoregres siv e, AR ) 모형으로부터 비롯되었으며, 이후 반세기 동안 선형시스템에 의

한 시계열 분석이 주류를 이루어 왔다. 하지만, ARIMA모형[Box & Jenkin s , 1976]에 의해 대표되

어지는 선형시스템에 의해 설명하기 어려운 현상들이 많다는 것을 인식하기 시작하면서 새로운

접근방법들이 개발되기 시작하였으며, 관련 연구들은 크게 두 가지로 분류할 수 있다. 첫 번째는

시계열의 생성과정이 확정적 모형에 의해 설명되어질 수 있다는 가정하에 동적 시스템 이론에 근

거하여 시간지연 (t im e - delay )을 포함하는 상태공간(st at e space) 재구성에 의해 시계열 생성과정을

모형화하려는 것이다[H arv ey , 1984]. 두 번째는 신경망으로 대표되는 기계학습 (M achin e Learning )

분야의 발전에 영향을 받은 것으로 인공지능 연구의 관심이 규칙기반시스템으로부터 지식획득 문

제의 해결을 위한 자료중심의 분석방법으로 옮겨감에 따라 시계열 분석에의 응용이 가능해졌다.

특히 1980년대 말에 들어와서는 비선형 모형에 대한 관심이 높아졌으며, 혼돈이론, 신경망 및 통

계학 분야에서 개발된 다양한 기법들이 현실 세계의 비선형성을 효과적으로 다룰 수 있는 수단을

제공할 것으로 믿었다[De Gooijer & Kum ar , 1992].

1) 본 연구는 과학재단의 연구비(과제번호: 951- 0905- 115- 2) 지원을 받았음
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하지만, 시계열 분석을 위한 새로운 접근방법들이 상당한 기대를 받았음에도 불구하고 예측성과에

있어서는 상당한 논란이 있어온 것을 부정할 수 없다. 이는 시계열 분석이 다양한 학문분야에서

연구되고 있으며 새로운 예측알고리즘의 개발이 비교적 쉬운 반면 해당 알고리즘의 예측성과 및

기존 알고리즘과의 연관성에 대한 정확한 평가는 쉽지 않았기 때문이다. 다시 말해 관련 연구성과

들을 정확히 평가할 수 있는 수단의 부족으로 인하여 관련 문헌의 방대함에도 불구하고 연구결과

의 신뢰성 문제 등으로 인하여 과거의 연구결과들을 바탕으로 새로운 연구를 시작하기 어려운 상

황이었다.

이와 같은 문제점을 해결하기 위하여 M akridakis e t al[1982, 1993]는 시계열 데이터베이스를 구축

한 후 예측의 정확성을 경쟁하는 대회를 개최하였다. 이 대회는 흔히 M akrisdakis Compet it ion으

로 알려져 있으며 현재까지 시행된 세 차례의 대회를 구분하기 위해 M 1, M 2, M3라고 각각 부른

다. 또, 신경망을 이용한 시계열 분석 연구를 해오던 W eig end도 S ant a F e 연구소와 NA SA의 지

원하에 같은 성격의 대회를 개최하였는데 사용된 시계열 데이터베이스를 S anta F e 자료라고 부른

다[W eig end & Ger shenfeld , 1994]. 두 대회의 공통적 특징은 시계열 예측을 위한 공통의 시계열

데이터베이스를 구축한 후 예측방법에는 제한을 두지 않음으로써, 자연스럽게 여러 예측방법론들

이 비교되도록 하여 시계열 연구자들에게 자신의 연구결과를 객관적으로 검증할 수 있는 기회를

제공하였다는 점이다. 두 시계열 데이터베이스는 단일변수 시계열분석 (Univ ariat e T im e S eries

A naly sis ) 연구에 있어 중요한 벤치마크 자료로 활용되고 있다.

본 연구의 목적은 시계열 분석에 있어 신경망의 유용성을 검증하고자 하는 것이다. 이미 신경망을

이용한 시계열 분석은 새로운 연구가 아니지만 앞서 지적한 바와 같이 신경망의 예측성과에 대한

논란이 존재하므로 M 2 경쟁자료를 사용하여 객관적인 평가를 하고자 한다. 과거의 연구에서 주로

사용되었던 신경망 모형들은 다계층 퍼셉트론 (Mult i- Lay ered P erceptron , MLP )이었는데, 본 연구

에서는 최근 관심을 모으고 있는 Cascade Correlat ion N etw ork (CCN ) [F alhm an & Lebiere, 1990]

을 사용한 시계열 분석을 시도한다. 신경망을 이용한 시계열 분석방법들의 예측성과를 전통적 선

형모형인 ARIMA 모형과 비교평가하기 위하여 AUT OBOX V3.0[AF A Inc., 1991]을 사용하였다.

2 . 시계열 예측을 위한 신경망 모형

2 .1 . 신경망과 예측작업

신경망을 시계열의 생성과정에 대한 추정함수로 처음 사용한 연구는 Lapedes & F arber [1987]가

백프로파게이션 알고리즘에 의해 학습된 MLP가 기관측치들에의 적합은 물론 예측에 있어서도 기

존의 계량적 기법들 보다 우수함을 보인 이후 시작되어 여러 연구들에 의해 뒷받침되었다

[W erbos , 1988; W eigen d e t al, 1990,1991; Sharda & P at il, 1992; Jhee & Lee, 1993; W eig end &
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Gershenfeld , 1994; Jh ee & Sh aw , 1996]. 하지만, W hit e [1988], F ish w ick [1989] 및 Ripley [1993]

등은 기존의 통계적 방법들 보다 신경망이 더 좋은 예측성과를 보인다고 할 수 없다는 연구결과

를 발표하였다. 이와 같이 엇갈리는 연구결과들에 대해 Ch atfield [1993]는 신경망이 새로운 유력한

예측 수단임에 틀림없지만 체계적인 실증적 분석이 필요함을 강조하였다.

최근까지 MLP는 시계열 분석에 있어 표준적 신경망으로 사용되어 왔는데 이는 MLP가 비선형

회귀분석을 하는 것과 같은 효과가 있으며 만능 근사기 (Univ er sal Approx im ator )라는 주장이 나

올 만큼 주어진 자료에의 적합 능력이 뛰어나며[H ornick e t al, 1989], 실세계의 시계열들 중 상당

량은 비선형 모형에 의해 효과적으로 분석될 수 있기 때문이다. 하지만, MLP의 예측성과에 대한

평가가 일치하지 않는 이유중의 하나는 너무 많은 파라메터를 갖는 비선형 모형의 경우 과잉적합

(Ov erfit t in g )의 위험이 크다는 점이다. 신경망의 과잉적합 문제를 해결하기 위해 다음과 같은 방

법들이 제시되어 왔다.

1) 학습된 MLP로부터 불필요한 가중치(W eight )들을 제거하는 방법.

2) 사전에 MLP내 일부 가중치들의 값을 고정시킴으로써 (Inv arian ce의 도입) MLP내의 추정

되어야 할 파라메터 (F ree P aram et er )의 수를 줄이는 방법.

3 ) MLP가 주어진 학습자료에 대해 충분히 일반화 될 수 있도록 효과적으로 학습자료를 확장

하는 방법.

4 ) 시계열 자료를 철저히 분석하여 MLP 설계에 대한 아이디어를 얻는 방법.

첫 번째 방법인 가중치 제거 (W eight Elim in ation 또는 Pruning ) 방법들은 cat astrophic effect를 피

하기가 쉽지 않고, 두 번째 방법인 신경망의 구조에 Inv arian ce를 도입하는 방법은 사전에 명확한

신경망 설계지침이 존재하여야 하나, 현재까지 이에 대한 연구결과 부족과 MLP 내부의 구조변화

로 인한 결과를 예상하기 어렵다는 점에서 현실적용성이 떨어진다. 또 세 번째 방법인 학습자료의

충분한 획득의 경우 사회경제 시스템으로부터 얻어지는 많은 시계열들은 관측치가 적고, 실험에

의한 추가 관측치의 생성도 불가능하다는 점을 고려하면 완전한 해결책이라고는 할 수 없다.

최근 Gem an e t al[1992]은 MLP를 현실문제에 적용함에 있어 발생되는 문제를 Bias/ Variance

Dilem m a라고 표현하였다. 즉 V arian ce의 제어에 초점을 맞출 경우 추정된 모형의 Bias가 커지고

Bias의 제어에 초점을 맞출 경우 V arian ce가 커지므로 양자간의 적절한 타협점을 찾는 것이 필요

한데 MLP는 구조상 이와 같은 타협점을 찾기가 쉽지 않다는 것이다. Gem an e t al의 주장은 그

동안 제시된 MLP관련 학습이론들에 문제가 있는 것이 아니라, 주어진 문제를 MLP를 사용하여

표현하는데 어려움이 있다는 것이다. 즉, 신경망을 이용한 문제해결에 있어서 적합한 신경망 모형

의 선택 및 선택된 신경망의 적절한 구조 및 크기를 결정하는 것이 가장 중요한 문제라는 것이다.

시계열 예측을 위해 리커런트 신경망 모형을 이용하거나, ARMA 모형 선정과정에서 얻은 결과를

신경망의 설계에 응용하는 연구들이나[Jhee & Lee, 1993; Jhee & Shaw , 1996], 본 연구에서 새로

운 구조의 신경망인 CCN을 사용한 것은 모두 이러한 노력의 일환으로 볼 수 있다.
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주어진 시계열 {Z t , t∈ T }에 대한 예측치를 얻기 위해 반복적으로 단단계 예측치 (it er at iv e on e-

step - ahead forecast )를 얻는 절차를 사용하였다. 즉 과거의 관측치 {Z t , t∈ T }를 이용하여 시계열

의 생성과정을 모형화한 예측함수 f를 추정한 후, f를 이용하여 예측기간 L 동안의 예측치들

{ Z t + r , r∈L }을 차례로 얻어가는 것으로 수식으로 표현하면 다음과 같다.

Z t + 1 = f ( Z t , Z t - 1 , . . . . . )

Z t + 2 = f ( Z t + 1 , Z t ,Z t - 1 , . . . . )
.
.

Z t + r = f ( Z t + r - 1 , Z t + r - 2 , . . . . . , Z t + 1 , Z t ,Z t - 1 , . . . . )

2 .2 . 다계층 퍼셉트론 (M LP )

시계열 예측에 사용되는 MLP의 기본 구조는 <그림 1>과 같다. <그림 1>의 MLP는 단단계 예측

치 (on e- st ep - ahead forecast )를 얻기 위한 것으로 다단계 (m ult i- st ep - ah ead ) 예측치를 원할 경우에

는 출력노드의 간단한 변경으로 해결할 수 있다[W eig end & Ger shenfeld , 1994; 지원철, 1995]. 본

연구에서는 하나의 은닉층만을 갖는 MLP를 사용했는데 이는 H ornick e t al[1989]의 연구결과를

따른 것이다.

MLP를 이용하여 좋은 예측성과를 얻기 위해서는 입력노드 및 은닉노드의 수를 적절히 결정하여
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<그림 1> 단단계 시계열 예측치를 위한 MLP의 구조

Z(t +1)

Z(t ) Z(t - 1) Z(t - k )Z(t - 2) Z(t - k +1)



야 하는데, 입력노드 수의 결정은 MLP에만 국한되는 문제는 아니다. 하지만 은닉노드의 수를 결

정하는 문제는 과거의 몇몇 연구에도 불구하고[A sh , 1989; Chauvin , 1989] 아직도 시행착오에 의

존할 수밖에 없어 주어진 시계열에 적합한 MLP의 구조를 결정하기 위해서는 많은 시간과 노력이

필요하다. 이러한 어려움을 피하기 위하여, 본 연구에서는 새로운 신경망 모형 즉, F ahlm an &

Lebiere [1990]에 의해 제시된 CCN을 사용하여 은닉층의 노드 수를 결정하는데 따른 어려움을 해

소하고자 한다.

2 .3 . Ca s c a de Corre lat ion N et w ork (CCN )

F ahlm an [1988]은 백프로퍼게이션 알고리즘의 학습속도가 느린 원인으로 St ep - size 결정문제와

M ovin g T arg et 문제의 두 가지를 지적하고 있다. Step - size 결정문제는 표준 백프로퍼게이션

학습에 있어 전역오차함수에 대해 1차 부분도함수만을 사용하여 가중치의 갱신량을 계산하려하

기 때문에 발생한다. 이 문제를 완화하기 위해 관성항을 사용하거나 2차 도함수를 사용하는 방

법들이 많이 제시되었다[W asserm an , 1995]. M ov in g T arg et 문제는 MLP의 경우 신경망의 구

조가 고정되어 있고 변화하는 입출력 패턴에 대해 MLP 내부의 가중치들이 모두 동시에 변화하

게 되므로 생기는 문제이다. 즉 신경망 내부의 모든 노드들이 동시에 유용한 특성추출기 (feature

det ect or )가 되려하기 때문에 오히려 학습속도를 늦추고 경우에 따라서는 학습결과의 편차가 심

해지는 현상을 보인다는 것이다. F ahlm an과 Lebiere [1990]는 St ep - size결정문제는 Quickprop 학

습방법에 의해 해결하고 M oving T arget 문제에 대해서는 새로운 신경망 구조를 제시함으로써

백프로퍼게이션 학습방법에 의한 MLP의 한계를 벗어나고자 했다.

CCN의 구조는 <그림 2>와 같다. CCN의 학습은 은닉층의 노드들이 없는 상태에서 단순히 입

출력 노드만을 가지고 시작한다. 학습을 진행시켜나가면서 오차의 감소가 더 이상 진전되지 않

는 시점에서 일단 학습을 멈추고 해당 CCN의 성능을 평가하여 학습결과에 만족하면 학습을 종

료하고, 만약 학습결과에 만족하지 못할 경우에는 은닉층의 노드들을 하나씩 순차적으로 증가시

켜 가면서 학습과정을 반복한다. CCN을 시계열 예측에 이용한 연구로는 지 원철 등[1996]이 있

다. 최근 CCN의 학습방법을 개선하고자 하는 연구가 많이 진행되고 있는데, 본 연구에서는 표

준 학습방법을 사용하였다[P rechelt , 1997].

3 . M 2 경쟁자료

시계열분석을 위한 대표적인 벤치마크 데이터베이스로는 M akridakis 경쟁자료와 S ant a F e 자료를

들 수 있다. S ant a F e 자료는 총 6개의 시계열로 구성되어 있으며, 각 시계열내 관측치의 수도

1000개에서 3만개에 이를 정도를 충분한 관측치를 제공하고 있어 비선형 모형의 안정적 추정이
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<그림 2 > Ca s c a de Co rre la tio n Ne tw o rk의

구조 및 학습과정

( □ 표시 가중치는 고정되고 ×표시 가중치는

반복적으로 학습됨 )

가능하다. 하지만 S ant a F e 자료가 사회경제 시스템으로부터 얻어진 시계열들이 아닌 반면에,

M akridakis 경쟁자료는 모두 사회경제 시스템으로부터 얻은 시계열들로 구성되어 있다. 본 연구의

주된 목적이 관측치의 수가 적고 잡음이 심한 실세계의 시계열분석에 신경망을 적절히 사용할 수

있는 방안을 개발하는 것이므로 본 연구에서는 M akridakis 경쟁자료를 사용하였다.

M akridakis 경쟁대회의 목적은 다양한 단일변수 시계열 예측방법론들의 예측성능을 비교분석하기

위한 것으로 첫 번째 대회 결과는 1982년에 발표되어 학계에서 많은 논란을 불러일으켰으며 예측

방법론의 발전에도 큰 공헌을 하였다[M akridakis e t al, 1982]. 흔히 M 1 경쟁자료로 불리는 시계

열 데이터베이스는 총 1001개의 시계열들로 구성되어 있어 너무 방대하므로 101개로 간추린 데이

터 베이스가 벤치마크 데이터로 많이 사용되어왔다. M 1 경쟁자료 중 101개의 시계열에 대해 신경

망을 이용한 분석도 몇 차례 보고된바 있다[Sharda & P at il, 1990; Jhee & Shaw , 1996].
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M 2 경쟁대회는 M 1 경쟁대회에 제출된 예측치들의 신뢰성에 대한 비판을 감안하여 시계열의 수

를 대폭 축소하고 폐쇄적으로 개최되었으며 결과는 1993년에 발표되었다[M akridakis e t al, 1993].

최근 M3 대회가 열렸으나 아직 결과는 발표되지 않았다[St ew art , 1998]. 본 연구에서 사용될 M 2

경쟁자료는 모두 29개의 시계열로 구성되어 있으며 23개의 시계열은 미국내의 서로 다른 산업에

속해있는 4개의 기업으로부터 직접 수집된 자료들이며 나머지 6개의 시계열은 거시경제 변수들에

관한 것이다. M 2 경쟁자료를 관측기간과 관측치 수에 의해 정리한 것이 <표 1>이다.

<표 1> M2 경쟁자료의 분류

시계열 번호 관측치 수 관측기간

m00 1, m002, m003, m004, m005, m006,
m020, m02 1, m022, m023, m024, m025

82

월별
m0 13, m014, m0 15, m0 16, m017, m0 18,
m026, m027

94

m0 19 45

m028, m029, 237

m007, m008, m009, m0 10, m011, m0 12, 167 분기별

4 . 예측성과의 비교분석

4 .1 . 신경망의 학습조건의 설정

본 연구에서 예측함수 f를 추정하기 위한 사용된 신경망 모형들은 MLP와 CCN이며, 신경망의

예측성과를 비교하기위한 기본 모형으로 ARIMA이 사용되었다. 신경망의 예측성과를 결정하는 요

인으로는 신경망의 구조, 학습방법 및 학습 파라메터들과 시계열의 생성과정 모형화에 사용될 입

력공간의 크기, 즉 신경망 입력노드의 수 등 다양하다. 특히 신경망의 과잉적합 위험을 회피하기

위해서는 적절한 입력공간의 크기를 결정하는 것이 중요하기 때문에, 본 연구에서는 AUT OBOX

3.0을 이용한 ARIMA 모형화의 결과를 사용하였는데 주어진 시계열이 ARIMA (p,d ,q )를 따를 경우

M ax (p + d , q + 1)를 신경망 입력노드의 수로 사용하였다[지원철, 1995; Jhee & Shaw , 1996].

신경망의 은닉노드 수 결정문제는 CCN의 경우 자동으로 결정되지만, MLP의 경우에는 사용자가

최종 결정하여야 한다. <그림 1>과 같이 MLP를 바로 예측함수로 사용할 경우 은닉층에 입력노

드의 수와 같은 수의 노드를 사용하였다.

본 연구에서 사용된 모든 MLP들은 하나의 은닉층만을 가지고 있으며 은닉층과 출력층의 전이함
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수로는 시그모이드 함수가 사용되었으며, 신경망의 학습을 위해서 시계열들은 (0, 1) 사이의 값들

을 갖도록 선형변환하였다. 시계열들의 일부를 신경망의 학습에서 제외하여 학습된 신경망의 예측

력을 검증하기위해 사용하였는데, 마지막 1년간의 좐측치들을 검증자료로 사용하였다. 따라서, 월

별자료는 12개, 분기자료는 4개의 자료가 신경망 학습에서 유보되었다. 학습멈춤규칙은 MLP의 경

우 최대학습회수가 50,000 Epoch s에 이르거나 MLP의 RM SE가 0.0001 보다 작을 경우가 사용되

었으며, CCN의 경우에는 CCN의 학습시 학습정도의 파악을 위해 많이 사용되는 EI (Error Index )

의 값이 0.05에 이르면 학습을 멈추었다. Noutput을 출력노드의 수, NP at t ern을 학습패턴의 수,

Output을 출력노드의 출력값이라고 할 때 EI는 다음과 같이 계산된다.

E r rorI n dex = T r u eE r ror
N Ou tpu t Va lu e×S tdDev

where , T rueE rror =
i

(예측값 - 목표출력 값) 2

N Output Va lue = N output×N P att ern

S tdDev = NOutput× Output 2 - ( Output ) 2

신경망의 출력값들을 학습자료의 구성시에 사용되었던 선형변환의 역으로 재변환하여 시계열의

실제값들과 비교되었다. 예측성과를 측정하기 위하여 MAPE (M ean Ab solut e P ercentag e Error )가

사용되었는데, 예를 들어 예측기간 L기간 동안 얻어진 예측치의 정확도를 측정하기 위한 MAP E

의 계산은 다음과 같다.

MA PE = 1
L

L

r = 1

Z t + r - Z t + r

Z t + r
×100

4 .2 . 실험 결과

M 2 경쟁자료에 대해 A RIMA , MLP 및 CCN의 예측성과를 비교한 것이 <표 2>로, 신경망의 학

습결과인 시계열에의 적합도 및 검증자료에 대한 신경망의 예측성과를 MA PE에 의해 측정한 상

세 결과를 나타내었다. <표 2>의 평균과 표준편차에서 괄호안의 수자는 m 015 (시계열명 :

INT ERSAL )의 경우 MAPE값이 학습과 예측에서 모두 이상적으로 매우 큰 값을 가지므로 이를

제외하고 평균과 표준편차를 구한 것이다. <표 2>에서 신경망의 학습능력, 즉 시계열에의 적합도

는 선형 모형인 ARIMA에 비해 우수함을 알 수 있다. MLP와 ARIMA 사이에는 큰 차이가 없었

지만 CCN의 적합능력은 매우 뛰어나다. 하지만 예측능력에 있어서는 MLP가 가장 종았지만 통계

적으로 유의한 결과는 아니었다.
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<표 2 > M2 경쟁자료 예측 모형들의 분석 결과 (MA P E)

A R IMA MLP CC N

Fitting Forecasting Fitting Forecasting Fitting Forecasting

1 16.78 10.65 16.27 19.73 1.86 12.94
2 21.2 16.9 19.07 14.79 2.34 14.81

3 12.17 17.6 0.92 13.43 0.73 14.72
4 8.98 12.81 9.47 11.35 0.71 14.89
5 8.63 10.14 9.37 11.19 0.63 14.5

6 8.77 6.01 4.36 8.09 0.49 13.19
7 0.79 1.04 1.59 4.85 1.01 2.6
8 0.45 0.37 2.89 5.43 1.82 4.34

9 1.24 0.85 1.84 1.13 2.15 0.9
10 1.95 2.04 2.07 5.41 1.68 3.64
11 0.38 0.78 4.92 6.3 2.07 5.49

12 10.01 13.4 10.05 12.44 6.39 15.61
13 25.12 25.51 23.37 19.24 4.31 27.85
14 18.31 24.26 11.68 36.84 7.91 38.64

15 85.89 185.43 87.37 147.96 6.15 116
16 17.61 17.66 16.47 15.37 2.37 18.9
17 8.93 8.42 8.49 9.35 1.4 14.74

18 4.64 8.46 5.15 6.43 0.86 7.6
19 25.39 48.02 24.17 25.54 5.13 37.78
20 17.8 32.36 12.44 35.18 3.39 24.99

21 17.34 36.42 22.48 17.39 4.7 25.97
22 17.38 37.3 21.38 27.96 5.88 38.88
23 17.56 35.99 25.64 26.93 4.75 26.63

24 2.38 2.52 1.89 2.95 0.5 4.3
25 2.7 5.82 3.32 8.7 0.63 9.72
26 5.75 4.67 3.54 4.77 0.65 8.97

27 6.87 5.5 4.61 5.31 0.92 7.61
28 5.48 3.14 5.31 4.3 1.06 4.13
29 4.77 5.59 4.65 4.28 0.9 5.72

평균
12.94

(10.36)
19.98

(14.08)
12.58
(9.90)

17.68
(13.02)

2.53
(2.40)

18.48
(15.00)

표준

편차

15.96
(7.75)

34.43
(13.39)

16.39
(8.00)

26.85
(9.81)

2.15
(2.08)

21.72
(11.17)

CCN이 시계열에의 뛰어난 적합능력을 보였음에도 예측성능에 있어서는 세가지 모형 중에서 가장

나빴다. 본 연구에서는 CCN의 학습을 EI에 의해 일률적으로 제어함으로써 시계열에 따라 과잉적

합 문제가 발생한 것으로 추정된다. 이는 <표 3>에 나타낸 CCN의 학습결과 생성된 은닉노드의

수를 살펴보면 지나치게 많은 수의 은닉노드가 생성된 경우들을 볼 수 있는데 이들은 과잉적합되

었을 가능성이 크다. 이와 같이 CCN의 학습과정은 MLP의 경우보다도 제어하기가 쉽지 않지만

예측결과들의 표준편차는 ARIMA에 비해 작으므로 앞으로 계속적 연구가 수행될 경우 안정적인

예측 모형으로 사용가능하다고 판단된다.
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<표 3 > C C N에 의해 생성된 은닉노드 수

시계열

번호

은닉

노드수

시계열

번호

은닉

노드수

시계열

번호

은닉

노드수

시계열

번호

은닉

노드수

시계열

번호

은닉

노드수

1 2 1 7 5 13 14 19 18 25 14
2 33 8 2 14 5 20 17 26 12
3 10 9 5 15 29 2 1 23 27 11
4 13 10 28 16 13 22 2 1 28 35
5 11 11 2 17 15 23 33 29 2 1
6 14 12 4 1 18 23 24 9

5 . 결 론

본 연구에서는 신경망의 예측성과를 객관적으로 평가하기 위하여 두 번째 실시된 M akridakis 경

쟁자료를 사용하였다. 또, 다계층 퍼셉트론(MLP )가 가지는 한계를 고려하여 신경망의 구조상에

장점을 가지고 있는 Cascade Correlat ion Net w ork을 M 2 경쟁자료 분석에 사용하였으며, MLP ,

CCN 및 선형모형인 ARIMA의 예측성과를 비교하였다. 시계열에의 적합능력은 CCN이 가장 우수

했지만 유보된 자료에 대한 예측성능의 검증에서는 MLP가 가장 좋았다. 이는 아직도 CCN를 학

습시키는데 있어 경험이 축적되지 않은 상태이며 과잉적합을 피할 수 있는 방안이 모색되지 않았

기 때문이다. 하지만 최근에 CCN의 학습 알고리즘에 대한 연구가 많이 이루어 지고 있으므로 이

에 대한 체계적인 검토를 통해 시계열 분석에 응용한다면 CCN은 유력한 예측수단이 될 수 있다.
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